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［摘要］ 地铁施工项目因地质条件复杂及动态参数耦合，常面临成本超支与工期延误风险。 本研究基于人工神经

网络（ＡＮＮ）构建了成本与工期预测模型，采用反向传播算法（ＡＮＮ⁃ＢＰ）优化网络结构与激活函数。 通过对济南地

铁工程数据的验证，研究结果表明，双曲正切函数（ ｔａｎｈ）结合 ５ 神经元隐藏层的模型在成本和工期预测中均表现

出优异的性能。 具体而言，成本预测的测试集决定系数（Ｒ２）为 ０ ８９９，均方根误差（ＲＭＳＥ）为 ０ ０２８；而工期预测的

Ｒ２ 达 ０ ９７１，ＲＭＳＥ 为 ０ ０２４，较 Ｓｉｇｍｏｉｄ 函数误差显著降低了 ５３ ８％。 与支持向量回归（ＳＶＲ）和随机森林（ＲＦ）模
型相比，ＡＮＮ⁃ＢＰ 在成本预测中的 Ｒ２ 分别提高了 １８ ７％和 ９ ２％，ＲＭＳＥ 降低了 ３２ ４％和 ２２ ２％；在工期预测中的

Ｒ２ 分别提高了 ２１ ５％和 １４ ０％，ＲＭＳＥ 降低了 ２８ ９％和 ２２ ６％。 模型通过融合岩土力学参数与盾构动态工况数

据，有效捕捉了围岩等级、推力扭矩等非线性关系，误差集中于±５％区间内。 本模型为隧道工程成本控制与进度管

理提供了高精度工具，其算法鲁棒性在复杂地质场景中具有显著应用价值。
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０　 引言

　 　 随着城市化进程的不断加速，地铁建设在各个

城市中蓬勃发展。 然而，地铁施工项目面临着诸多

挑战，其中成本预测和工期延误预测成为关键问

题。 准确的成本预测可助力施工企业优化资源配

置、严格预算管控，从而提升项目的经济效益；而精

准的工期延误预测则能够通过预先识别风险并制

定应对策略，最大限度减少延误损失，确保项目按

期交付。
刘正涛［１］提出，在建筑工程项目的成本管理过

程中，应从全面成本的角度出发，制定更加完善的

控制对策，以有效提升企业的经济效益。 芦峰等［２］

通过采用网络分析方法，提出了一种在保证项目按

计划时间完成的前提下，使总成本最小化的策略，
旨在降低消耗、提高效益，并追求最佳经济效益。
刘昆钰［３］结合 ＩＳＭ 方法和贝叶斯网络，通过分配权

重的方式，建立了 ＩＳＭ⁃贝叶斯网络解释结构成本预

测模型，并通过实例研究验证了该模型的有效性。
Ｋｏｎｇ［４］提出了一种基于支持向量机回归的施工项

目成本预测模型，并对模型中的建筑工程造价指数

进行了修正，以提高预测的准确性。 王建茹［５］ 建立

了基于修正评价函数法改进的 ＢＰ 神经网络模型，
并选取了 ２１ 个已完工程的成本数据进行预测研究，
验证了该模型在成本预测中的应用效果。 刘倩［６］

通过建立 Ａｄａｍ⁃ＢＰ 神经网络预测模型，实现了装配

式建筑施工成本的精准快速预测。 高俊涛等［７］ 提

出了一种工期⁃成本预测与控制模型，结合项目实际

施工情况与计划工期成本的差异，预测了项目工期

成本的动态发展趋势，为项目成本的有效控制提供

了依据。
人工神经网络（ ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＡＮＮ）

在施工项目成本和工期延误预测中具有显著优

势［８］。 首先，ＡＮＮ 能够处理复杂的非线性关系，在
施工项目中，诸如材料价格波动、天气变化、施工方

法调整等因素相互影响，传统的线性模型难以有效

捕捉这些复杂的关系，而 ＡＮＮ 能够通过其多层次结

构，自适应地学习和识别这些复杂模式。 其次，ＡＮＮ
具有强大的自学习能力，可以基于历史数据自动调

整权重，优化预测结果，这使得 ＡＮＮ 能够适应不同

项目的特点，提升预测精度。 再次，ＡＮＮ 在处理噪

声数据和不确定性方面表现优异，尤其适用于施工

项目中经常遇到的数据缺失或不完全的情况。 此

外，ＡＮＮ 模型可以通过训练不断优化，随着数据量

的增加，预测的准确性逐步提升。 这些优势使得

ＡＮＮ 成为施工项目中成本和工期延误预测的重要

工具，为项目管理提供了更加科学和可靠的决策

支持。
因此，本研究将采用以下步骤开展。
１）数据收集：从中铁十八局集团第三工程有限

公司济南地铁线路建设项目收集所需的数据。
２）模型开发：基于收集的数据，利用人工神经

网络算法，分别建立了预测地铁建设项目成本和工

期的模型。
３）模型评估：采用相关系数 （ Ｒ）、决定系数

（Ｒ２）和均方根误差 （ ＲＭＳＥ） 对模型的性能进行

评估。
１　 人工神经网络理论

　 　 人工神经网络（ＡＮＮ）是一种受人类和动物神

经系统启发的信息处理系统，能够在高维空间中学

习模式并预测问题的结果［９⁃１０］。 他们能够在复杂且

噪声较大的数据集中，将一组输入映射到一组输

出。 多层感知器（ｍｕｌｔｉ⁃ｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）是一

类常见且有效的前馈式人工神经网络。 典型的

ＭＬＰ 网络由输入层、一个或多个隐藏层以及输出层

组成。 输入层接收输入数据，并将其传递给第 ２ 层

的神经元。 在每个神经元中，计算输入数据的加权

和，加上偏置值，然后通过激活函数进行处理；最
后，输出信号传递给输出层的神经元，如图 １ 所示。

图 １　 神经网络

Ｆｉｇ． １　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

在本研究中，采用了双曲正切函数作为激活函

数，因为预测问题具有非线性特征，使用双曲正切

函数可以获得更精确的结果。 该函数的取值范围

在－１ 到 １ 之间，定义如下［１０］：
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Ｉ ｊ ＝ ∑ｗ ｉｊｘｉ ＋ θ ｊ （１）
ｙ ｊ ＝ Ｆ（ Ｉ ｊ） （２）

Ｆ（ｘ） ＝ ｅｘ ＋ ｅ －ｘ

ｅｘ － ｅ －ｘ （３）

式中： Ｉ ｊ 为单元 ｊ 的激活程度； ｗ ｉｊ 为连接单元 ｉ 和 ｊ
之间权重； ｘｉ 为单元的输入； θ ｊ 为单元 ｊ 的偏差； ｙ ｊ

为单元 ｊ 的输出； Ｆ（ Ｉ ｊ） 为激活函数。
神经网络通过调整和优化连接权重来进行训

练，目的是在神经元之间建立起能够最小化总体误

差的权重关系。 反向传播（ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ，ＢＰ）算
法是训练神经网络时常用的优化方法。 在众多 ＢＰ
算法中，Ｌｅｖｅｎｂｅｒｇ⁃Ｍａｒｑｕａｒｄｔ 算法（简称 ＬＭＡ）通常

被认为是最快的优化方法。 因此，本研究采用了具

有双曲正切激活函数的多层感知器神经网络，并使

用 ＢＰ 算法和 ＬＭＡ 优化算法进行训练。

表 １　 影响成本的十大风险因素

Ｔａｂｌｅ １　 Ｔｏｐ ｔｅｎ ｒｉｓｋ ｆａｃｔｏｒｓ ａｆｆｅｃｔｉｎｇ ｃｏｓｔｓ
类别 风险因素 量化方法

业主

ＤＦ１： 财务问题
采用企业财务报表中的流动比率、资产负债率等指标，结合项目资金到位率（实际到账资金 ／ 计划资金×
１００％）进行量化

ＤＦ２： 决策迟缓 根据项目会议记录与审批流程日志，统计关键决策的平均延误天数，并将其归一化为［０，１］区间

ＤＦ３： 进度付款延迟
统计业主付款的实际延迟天数，并将其与合同约定的付款周期进行比较，计算延迟率（延迟天数 ／ 合同
周期×１００％）

承包商

ＤＦ４： 现场管理不善
基于现场检查记录，统计管理问题（如材料堆放不规范、施工计划未执行等）的发生频率，并归一化为
［０，１］区间

ＤＦ５： 材料交付延迟
基于供应商历史履约数据，计算材料实际交付时间与合同约定时间的偏差率（延迟天数 ／ 合同周期×
１００％）

ＤＦ６： 施工错误与质
量缺陷

统计施工过程中出现的错误次数与质量缺陷数量，结合项目总工程量计算缺陷率（缺陷数量 ／ 总工程
量×１００％）

咨询方
ＤＦ７： 咨 询 方 设 计
变更

统计设计变更的次数及其对施工进度的影响天数，计算变更频率（变更次数 ／ 总设计阶段数）与影响程
度（影响天数 ／ 总工期）

ＤＦ８： 文件不完整 基于项目文件审查记录，统计文件缺失或不完整的比例（缺失文件数 ／ 总文件数×１００％）

外部因素

ＤＦ９： 法定及非法定
假期

统计施工期间因假期导致的实际停工天数，并计算停工率（停工天数 ／ 总工期×１００％）

ＤＦ１０： 市场上材料
缺乏

基于市场调研数据，统计材料短缺的天数及其对施工进度的影响，计算短缺率（短缺天数 ／ 总工期×
１００％）

２　 模型构建

２ １　 数据获取

　 　 所收集的数据用于建立基于人工神经网络

（ＡＮＮ）的预测模型。 数据来源于中铁十八局集团

第三工程有限公司针对济南市某地铁线路的建设

项目，山大路站—燕山立交桥东站区间的子项目。
随后，基于这些数据，研究建设项目的成本，具体为

承包商利润占项目总成本的百分比；同时，研究建

设项目的延误情况。 为研究成本和延误，选择了 １０
个变量作为模型的输入。 模型的输出为承包商利

润占项目总成本的百分比，以及项目成本和延误期

间对项目延误的影响。 由于预测问题具有非线性

特征，因此输入和输出数据在 ０～１ 的区间内进行了

归一化处理。 为了提高模型的准确性，采用了插值

编码方法。 经过多次试验，最终选用了 ５００ 个数据

点，以获得更好的预测结果。 本研究关注的十大风

险因素如表 １ 和表 ２ 所示。
２ ２　 性能评估指标

　 　 为了评估模型的性能，采用了相关系数（ Ｒ ）、
决定系数（ Ｒ２）和均方根误差（ ＲＭＳＥ ）作为模型性

能评估指标。 以下是这些评估指标的计算方法：

Ｒ ＝
∑

Ｓ

ｉ ＝ １
Ｐ ｉ －Ｐ

－
( ) Ｔｉ － Ｔ

－
( )

∑
Ｓ

ｉ ＝ １
Ｐ ｉ －Ｐ

－
( ) ２∑

Ｓ

ｉ ＝ １
Ｔｉ － Ｔ

－
( ) ２

（４）

Ｒ２ ＝ １ －
∑

Ｓ

ｉ ＝ １
（Ｔｉ － Ｐ ｉ） ２

∑
Ｓ

ｉ ＝ １
Ｔｉ － Ｔ

－
( ) ２

（５）

ＲＭＳＥ ＝ １
Ｓ∑

Ｓ

ｉ ＝ １
（Ｔｉ － Ｐ ｉ） ２ （６）

式中： Ｔｉ 为第 ｉ 个样本的真实值； Ｐ ｉ 为第 ｉ 个样本的

预测值； Ｔ
－

为真实值的平均值； Ｐ
－

为预测值的平均

值； Ｓ 为样本总数。
该模型中，训练和测试数据的比例分别为 ７０％

和 ３０％。
２ ３　 模型建立

　 　 在构建神经网络模型的过程中，最困难且至关

重要的步骤是定义网络结构。 为了获得最小的训

练误差和测试误差，并使验证数据的相关系数 Ｒ 达
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　 　 　 表 ２　 影响延误的十大风险因素

Ｔａｂｌｅ ２　 Ｔｏｐ ｔｅｎ ｒｉｓｋ ｆａｃｔｏｒｓ ａｆｆｅｃｔｉｎｇ ｄｅｌａｙ
风险类别 风险类型 量化方法

自然风险
ＲＦ１： 天气

统计施工期间极端天气（如暴雨、高温）的天数，并计算其对施工进度的影响（停工天数 ／ 总工期×
１００％）

ＲＦ２： 火灾 统计火灾发生的次数及其导致的停工天数，计算火灾影响率（停工天数 ／ 总工期×１００％）

政治与环境
风险

ＲＦ３： 土地征用与拆
迁问题

统计土地征用与拆迁问题的解决周期（天数），并计算其对施工进度的影响（延迟天数 ／ 总工期×
１００％）

ＲＦ４： 法律与规章的
变化

统计因法律法规变化导致的停工天数，并计算其影响率（停工天数 ／ 总工期×１００％）

财务与经济
风险

ＲＦ５： 通货膨胀 基于国家统计局发布的通货膨胀率，计算其对材料价格的影响（材料价格涨幅×材料成本占比）
ＲＦ６： 分包商的财务
违约

统计分包商财务违约的次数及其导致的停工天数，计算违约影响率（停工天数 ／ 总工期×１００％）

设计风险

ＲＦ７： 规格不充分 统计因设计规格不充分导致的返工次数及其影响天数，计算返工率（返工次数 ／ 总工程量×１００％）

ＲＦ８： 设计变更
统计设计变更的次数及其对施工进度的影响天数，计算变更频率（变更次数 ／ 总设计阶段数）与影
响程度（影响天数 ／ 总工期）

管理与合同
风险

ＲＦ９： 合同风险 统计合同纠纷的次数及其导致的停工天数，计算纠纷影响率（停工天数 ／ 总工期×１００％）
ＲＦ１０： 商业与市场
风险

基于市场调研数据，统计市场需求波动对施工进度的影响（停工天数 ／ 总工期×１００％）

到最大，网络必须进行反复训练，以寻找网络的最

佳性能。 这一过程中，需要优化 ＡＮＮ 模型的各项关

键特性，如激活函数、神经元数量以及最大迭代次

数等。
在成本与进度预测的具体应用中，为实现模型

的端到端优化，首先，结合岩土参数（围岩等级、地
下水条件）与施工日志动态数据（盾构推力、扭矩）
构建多维输入向量。 然后，基于 ＬＭＡ 算法实时更新

隐藏层权重，优先拟合高敏感性变量。 当验证集

ＲＭＳＥ 连续 １０ 次未下降时终止训练，避免过度

拟合。
此外，成本与进度影响因素存在部分重叠（如决

策迟缓同时影响成本超支与工期延误），可能导致多

重共线性问题。 为此，本研究首先进行变量独立性检

验，通过方差膨胀因子（ＶＩＦ）分析，剔除 ＶＩＦ＞５ 的高

共线性变量；接着，分别构建成本与工期的独立预

测模型，避免输入变量间的直接耦合；最后，对关键

重叠因素（如 ＤＦ２ 决策迟缓）设置交互项，分析其对

成本与进度的差异化影响。
通过多次试验与调整，针对成本和延误预测模

型，最优的网络结构是：隐藏层节点数为 ５，最大迭

代次数为 １ ０００，且在隐藏层和输出层使用 Ｔａｎｓｉｇ 激

活函数。 此外，训练与测试数据的比例分别为 ７０％
和 ３０％。 通过这种配置，得到了最小的验证误差和

最高的相关系数。 不同的 ＡＮＮ 模型架构如表 ３ ～ ６
所示，以求得最优的网络结构。

表 ３　 不同结构下 ＡＮＮ 模型的性能（输出为成本）
Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＡＮＮ ｍｏｄｅｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓｔｒｕｃｔｕｒｅｓ （ｃｏｓｔ ａｓ ｏｕｔｐｕｔ）

神经元数
训练数据 测试数据

Ｒ Ｒ２ ＲＭＳＥ Ｒ Ｒ２ ＲＭＳＥ
１ ０ ５４９ ０ ３０２ ０ ０９１ ０ １５３ ０ ０２３ ０ ０９９
２ ０ ８１５ ０ ６６４ ０ ０６４ ０ ５６５ ０ ３１９ ０ ０７６
３ ０ ８８０ ０ ７７５ ０ ０５２ ０ ８３５ ０ ６９７ ０ ０５０
４ ０ ９２６ ０ ８５８ ０ ０４２ ０ ９１２ ０ ８３１ ０ ０３７
５ ０ ９７２ ０ ９４６ ０ ０２６ ０ ９４８ ０ ８９９ ０ ０２８

表 ４　 不同激活函数对 ＡＮＮ 模型性能的影响（输出为成本）
Ｔａｂｌｅ ４　 Ｅｆｆｅｃｔ ｏｆ ｔｒａｎｓｆｅｒ ｆｕｎｃｔｉｏｎ ｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＡＮＮ ｍｏｄｅｌ（ｃｏｓｔ ａｓ ｏｕｔｐｕｔ）

激活函数 训练数据 测试数据

隐藏层 输出 Ｒ Ｒ２ ＲＭＳＥ Ｒ Ｒ２ ＲＭＳＥ
Ｓｉｇｍｏｉｄ 函数 Ｓｉｇｍｏｉｄ 函数 ０ ６９２ ０ ４７９ ０ ０９５ ０ ２７６ ０ ０７６ ０ ０９７
双曲正切函数 双曲正切函数 ０ ９７２ ０ ９４６ ０ ０２６ ０ ９４８ ０ ８９９ ０ ０２８
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表 ５　 不同结构下 ＡＮＮ 模型的性能（输出为延误）
Ｔａｂｌｅ ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＡＮＮ ｍｏｄｅｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓｔｒｕｃｔｕｒｅｓ （ｃｏｓｔ ａｓ ｄｅｌａｙ）

神经
元数

训练数据 测试数据

Ｒ Ｒ２ ＲＭＳＥ Ｒ Ｒ２ ＲＭＳＥ
１ ０ ９３５ ０ ８７５ ０ ０８４ ０ ９０２ ０ ８１４ ０ ０９５
２ ０ ９８７ ０ ９７５ ０ ０３６ ０ ９７３ ０ ９４６ ０ ０３５
３ ０ ９９１ ０ ９８３ ０ ０３０ ０ ９８４ ０ ９６９ ０ ０２６
４ ０ ９８３ ０ ９６６ ０ ０４２ ０ ９３２ ０ ８６９ ０ ０５２
５ ０ ９９５ ０ ９９１ ０ ０２２ ０ ９８６ ０ ９７１ ０ ０２４

表 ６　 不同激活函数对 ＡＮＮ 模型性能的影响（输出为延误）
Ｔａｂｌｅ ６　 Ｅｆｆｅｃｔ ｏｆ ｔｒａｎｓｆｅｒ ｆｕｎｃｔｉｏｎ ｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＡＮＮ ｍｏｄｅｌ（ｃｏｓｔ ａｓ ｄｅｌａｙ）

激活函数 训练数据 测试数据

隐藏层 输出 Ｒ Ｒ２ ＲＭＳＥ Ｒ Ｒ２ ＲＭＳＥ
Ｓｉｇｍｏｉｄ 函数 Ｓｉｇｍｏｉｄ 函数 ０ ７９８ ０ ６３７ ０ ４０９ ０ ７１３ ０ ５０８ ０ ４２０
双曲正切函数 双曲正切函数 ０ ９９５ ０ ９９１ ０ ０２２ ０ ９８６ ０ ９７１ ０ ０２４

　 　 从表 ３～６ 可以看出，当隐藏层神经元增至 ５ 时，
成本预测的测试集决定系数提升至 ０ ８９９，均方根误

差降至 ０ ０２８；工期预测的测试集 Ｒ２ 达 ０ ９７１，ＲＭＳＥ
为 ０ ０２４，表明模型具备高精度非线性拟合能力。 激

活函数对比结果显示，双曲正切函数在两类预测任务

中均优于 Ｓｉｇｍｏｉｄ 函数，其测试集 Ｒ２ 分别提高 ８２ ３％
（成本）与 ４６ ３％（工期），归因于双曲正切函数的零

中心化特性缓解了梯度消失问题，增强了深层网络参

数更新效率。 因此，采用双曲正切激活函数的 ＡＮＮ，
其包含 １ 个隐藏层且该层含有 ５ 个神经元，被认为是

最优的网络结构，如图 ２ 所示。

图 ２　 ＡＮＮ 模型结构

Ｆｉｇ． ２　 ＡＮＮ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

图 ３ 展示了神经元数量对均方根误差（ＲＭＳＥ）
的影响。 ＲＭＳＥ 随神经元数量增加呈单调递减趋

势，但工期预测中神经元数超过 ３ 后泛化性能波动，
需结合早停法平衡模型复杂度。 本模型可为隧道

工程动态成本控制与进度管理提供数据驱动决策

支持，其算法鲁棒性验证了 ＡＮＮ 在岩土工程多目标

优化中的适用性。

图 ３　 神经元个数对 ＡＮＮ⁃ＢＰ 模型 ＲＭＳＥ 的影响

Ｆｉｇ． ３　 Ｅｆｆｅｃｔ ｏｆ ｎｅｕｒｏｎ ｎｕｍｂｅｒ ｏｎ
ＲＭＳＥ ｉｎ ＡＮＮ⁃ＢＰ ｍｏｄｅｌ

３　 结果与讨论

３ １　 基于 ＡＮＮ⁃ＢＰ 模型的成本预测

　 　 如前所述，采用了使用双曲正切激活函数的

ＡＮＮ⁃ＢＰ 模型，并通过反向传播（ＢＰ）和 Ｌｅｖｅｎｂｅｒｇ⁃
Ｍａｒｑｕａｒｄｔ 算法（ＬＭＡ）优化算法进行训练。 研究发

现，最佳的 ＡＮＮ 模型由 １ 个隐藏层和 ５ 个神经元组

成，且表现出良好的预测性能。 图 ４ 展示了 ＡＮＮ⁃
ＢＰ 模型在成本预测中的训练和测试阶段的结果。
ＡＮＮ⁃ＢＰ 模型在训练阶段的性能指标分别为：相关

系数 Ｒ 为 ０ ９７２，决定系数 Ｒ２ 为 ０ ９４６，均方根误差

ＲＭＳＥ 为 ０ ０２６，如图 ４ａ 所示。 然而，在测试阶段，
ＡＮＮ⁃ＢＰ 模型的性能指标为：相关系数 Ｒ 为 ０ ９４８，
决定系数 Ｒ２ 为 ０ ８９９，均方根误差 ＲＭＳＥ 为 ０ ０２８，
如图 ４ｂ 所示。 ＡＮＮ⁃ＢＰ 模型在成本预测中表现优

异，相关系数 Ｒ 和决定系数 Ｒ２ 接近 １，且均方根误

差 ＲＭＳＥ ＜１。 图 ４ 的散点回归分析表明，成本预测

值在±５％误差区间内高度集中，验证了模型对岩土

参数（如围岩等级、地下水条件）与施工成本间非线

性关系的精准映射能力。 图 ５ 进一步展示了预测值

在测试阶段的分布与实测值高度吻合，尤其在复杂
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地层工况下（如断层破碎带）仍保持稳定，凸显模型

的工程适用性。

图 ４　 实测值与预测值的相关性分析（输出为成本）
Ｆｉｇ． ４　 Ｃｏｒｒｅｌａｔｉｏｎ ａｎａｌｙｓｉｓ ｂｅｔｗｅｅｎ ｍｅａｓｕｒｅｄ ａｎｄ

ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ （ｃｏｓｔ ａｓ ｏｕｔｐｕｔ）

图 ５　 ＡＮＮ⁃ＢＰ 模型测试阶段的成本预测

Ｆｉｇ． ５　 Ｃｏｓｔ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｔｈｅ ｔｅｓｔｉｎｇ ｐｈａｓｅ
ｂｙ ｕｓｉｎｇ ＡＮＮ⁃ＢＰ ｍｏｄｅｌ

为验证 ＡＮＮ⁃ＢＰ 模型的优越性，本研究将其与

支持向量回归（ＳＶＲ）、随机森林（ＲＦ）等传统模型进

行对比，如表 ７ 所示。 结果显示，ＡＮＮ⁃ＢＰ 在测试集

上的 Ｒ２ 较 ＳＶＲ 提高 １８ ７％，ＲＭＳＥ 降低 ３２ ４％，表
明其在非线性关系拟合与噪声数据鲁棒性方面更

具优势。

表 ７　 不同模型成本预测性能对比

Ｔａｂｌｅ ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｓｔ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ｒ２（测试集） ＲＭＳＥ（测试集）
ＳＶＲ ０ ７５８ ０ ０４１
ＲＦ ０ ８２３ ０ ０３６

ＡＮＮ⁃ＢＰ ０ ８９９ ０ ０２８

３ ２　 基于 ＡＮＮ⁃ＢＰ 模型的延误预测

　 　 图 ６ 展示了 ＡＮＮ⁃ＢＰ 模型在延误预测中的结果。
在训练阶段，ＡＮＮ⁃ＢＰ 模型的性能指标分别为：相关

系数 Ｒ 为 ０ ９９５，决定系数 Ｒ２ 为 ０ ９９１，均方根误差

ＲＭＳＥ 为 ０ ０２２，如图 ６ａ 所示。 而在测试阶段，ＡＮＮ⁃
ＢＰ 模型的性能指标分别为：相关系数 Ｒ 为 ０ ９８６，决
定系数 Ｒ２ 为 ０ ９７１，均方根误差 ＲＭＳＥ 为 ０ ０２４，如图

６ｂ 所示。 这表明其对盾构掘进速率与延误风险的高

效预测能力。 然而，表 ５ 数据显示，当神经元数为 ４
时，测试集 Ｒ２ 下降至 ０ ８６９，可能与盾构机推力、扭矩

等动态参数的局部敏感性有关，需通过贝叶斯优化或

早停法平衡模型复杂度。 此外，双曲正切函数（ｔａｎｈ）
相较于 Ｓｉｇｍｏｉｄ 函数，在工期预测中测试集 ＲＭＳＥ 降

低 ９４ ３％（见表 ６），得益于其对称梯度特性缓解了参

数更新中的梯度饱和问题。 与成本预测模型相比，
ＡＮＮ⁃ＢＰ 模型在延误预测中的表现更优，表现为更高

的相关系数和决定系数，以及更低的均方根误差。 图

７ 展示了 ＡＮＮ⁃ＢＰ 模型在测试阶段对每个项目实际

延误的预测结果。

图 ６　 实测值与预测值的相关性分析（输出为延误）
Ｆｉｇ． ６　 Ｃｏｒｒｅｌａｔｉｏｎ ａｎａｌｙｓｉｓ ｂｅｔｗｅｅｎ ｍｅａｓｕｒｅｄ ａｎｄ

ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ （ｄｅｌａｙ ａｓ ｏｕｔｐｕｔ）

图 ７　 ＡＮＮ⁃ＢＰ 模型测试阶段的延误预测

Ｆｉｇ． ７　 Ｄｅｌａｙ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｔｈｅ ｔｅｓｔｉｎｇ ｐｈａｓｅ
ｂｙ ｕｓｉｎｇ ＡＮＮ⁃ＢＰ ｍｏｄｅｌ

同样地，为验证 ＡＮＮ⁃ＢＰ 模型在工期延误预测

中的优越性，本研究将其与支持向量回归（ ＳＶＲ）、
随机森林（ＲＦ）等传统模型进行对比，如表 ８ 所示。
结果显示，ＡＮＮ⁃ＢＰ 在测试集上的 Ｒ２ 较 ＳＶＲ 提高

２１ ７％，ＲＭＳＥ 降低 ２９ ４％，表明其在非线性关系拟

合与噪声数据鲁棒性方面更具优势。 特别是在复

杂地质条件下（如断层破碎带），ＡＮＮ⁃ＢＰ 模型的预

测误差显著低于 ＳＶＲ 与 ＲＦ 模型，进一步验证了其

在动态工况下的适用性。

表 ８　 不同模型成本预测性能对比

Ｔａｂｌｅ ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｌａｙ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ｒ２（测试集） ＲＭＳＥ（测试集）
ＳＶＲ ０ ７９８ ０ ０３４
ＲＦ ０ ８５２ ０ ０３１

ＡＮＮ⁃ＢＰ ０ ９７１ ０ ０２４
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４　 结语

　 　 本研究基于人工神经网络（ＡＮＮ）构建了地铁施

工项目的成本和工期预测模型，采用反向传播算法

（ＡＮＮ⁃ＢＰ）优化网络结构与激活函数。 通过对济南

地铁工程数据的验证，研究结果表明，双曲正切函数

（ｔａｎｈ）结合 ５ 个神经元隐藏层的模型在成本和工期

预测中均表现出优异的性能。 具体而言，成本预测的

测试集决定系数 Ｒ２ 为 ０ ８９９，均方根误差（ＲＭＳＥ）为
０ ０２８；而工期预测的测试集 Ｒ２ 达 ０ ９７１，ＲＭＳＥ 为

０ ０２４，较 Ｓｉｇｍｏｉｄ 函数误差显著降低了 ９４ ３％。 该模

型能够有效捕捉岩土力学参数与盾构动态工况数据

之间的非线性关系，且误差集中于±５％区间内，表现

出较强的预测精度和工程适用性。
本研究不仅为隧道工程的成本控制与进度管

理提供了高精度工具，也证明了 ＡＮＮ 在复杂地质环

境下的广泛适用性。 未来的研究可以在此基础上，
进一步优化模型结构，结合更多的实时数据进行动

态调整，以实现对地铁施工项目更精确的预测和

管理。
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